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Active learning with mixed supervision for
surface defect detection using deep neural

networks
This paper investigates active learning strategies for mixed
supervision in surface defect detection, where we search
for a minimal set of samples selected for more accurate
manual segmentation. We explore several approaches
for sample selection based on entropy, margin sampling,
and least confidence and apply them to a mixed supervi-
sion method, SegDecNet. We additionally explore extend-
ing active learning with probability calibration and equal
sampling by categories to improve the robustness. Active
learning approaches are evaluated on the KSDD2 dataset
and compared against random sampling and a related
purpose-built method for active learning in surface de-
fect detection. We demonstrate that the least confidence
method with the proposed extensions can outperform ran-
dom sampling and other methods, achieving the same re-
sult as fully annotated dataset while requiring only a third
of the fully annotated samples.

1 Uvod
Učinkovita detekcija površinskih napak je ključna za za-
gotavljanje kakovosti izdelkov v proizvodnih procesih.
Uporaba globokih nevronskih modelov za detekcijo na-
pak pogosto zahteva obsežne učne množice podatkov z
natančnimi oznakami, kar pa pogosto predstavlja izziv
zaradi zamudnosti in zahtevnosti pri pridobivanju natanč-
nih oznak. Zamudnost in zahtevnost sta pogosto odvisna
od same natančnosti oznake. Medtem ko so oznake na
ravni pikslov (t.j. segmentacija) zelo zahtevne, je pogosto
enostavneje pridobiti oznake na ravni celotne slike (t.j.
prisotnost napake). Kljub temu je segmentacija ključna
za visokokakovostno delovanje. Nekatere obstoječe me-
tode, kot je SegDecNet [4], zato uporabljajo mešano uče-
nje z manj natančnimi oz. šibkimi oznakami skupaj z ne-
kaj natančno segmentiranimi primeri. Vendar pri tem ne
raziščejo katere primere bi bilo najbolj optimalno izbrati
za segmentacijo, kar lahko vodi v ne-optimalno učenje.

V tem članku se osredotočamo na nadgradnjo obsto-
ječega modela mešanega učenja SegDecNet z metodami
aktivnega učenja, kjer primere za ročno segmentacijo iz-
biramo glede na negotovost napovedi. S tem želimo iz-
boljšati delovanje modela z minimalnim številom doda-
nih natančnih oznak (t.j. segmentacij). V članku razi-

ščemo pristope za dodatno segmentacijo primerov na pod-
lagi njihove uspešnosti detektiranja napak z začetnimi šib-
kimi oznakami, s čimer zagotovimo dodaten učni signal
za najtežje primere. Pri tem preučujemo tri klasične pri-
stope aktivnega učenja: i) izbiro na podlagi entropije, ii)
mejno vzorčenje in iii) najmanjše zaupanje. Pri izboru
primerov dodatno izvedemo kalibracijo verjetnosti ter za-
gotovimo enakomerno zastopanost vseh kategorij povr-
šinskih napak. Različne pristope izbire primerov ovre-
dnotimo na podatkovni množici KSDD2 [4] ter jih pri-
merjamo z naključnim pristopom in sorodnim namensko
razvitim pristopom aktivnega učenja za detekcijo povr-
šinskih napak [8].

2 Sorodna dela
Izbiranje učnih primerov za dodatno oznako je dobro raz-
iskan problem v aktivnem učenju. Aktivno učenje pred-
postavlja velik nabor neoznačenih slik, iz katerih se iz-
bere manjši nabor za ročno označevanje in učenje novega
modela. Pristope delimo na tri skupine: a) izbiranje z
negotovostjo, b) izbiranje z raznovrstnostjo in c) hibridni
pristopi.

Pristopi na podlagi negotovosti poskušajo identifici-
rati težke primere, kjer model deluje najslabše. Ker v obi-
čajnem aktivnem učenju ni na voljo pravilnih oznak, kar
onemogoča natančno preverjanje pravilnosti napovedi mo-
dela, metode uporabljajo različne nadomestne funkcije,
kot so entropija, mejno vzorčenje, najmanjše zaupanje [10]
in norma gradienta [11]. Pri stohastičnih modelih se upo-
rablja maksimizacija skupne informacije med napovedjo
modela in parametri [5, 7]. Pristopi z raznovrstnostjo se
namesto na težke primere osredotočajo na izbor prime-
rov, ki pokrijejo celotno učno množico. To dosežejo s
primerjavo razdalj med globokimi značilkami na podlagi
metod CoreSet [9] ali K-means [6]. Hibridni pristopi nato
združujejo negotovost in raznovrstnost [7], kar nekateri
dosežejo z uporabo vložitev gradienta [1] (ang. gradient
embedding).

Za razliko od splošnega aktivnega učenja, kjer slike
nimajo oznak, ima predlagano aktivno učenje z mešanim
nadzorom za detekcijo površinskih napak na voljo tudi
informacije o prisotnosti napake. Oznake slik lahko sma-
tramo kot šibke označbe, medtem ko za dobro delovanje
dodatno potrebujemo na piksel natančne oznake (t.j., se-
gmentacija). Aktivno učenje za šibke oznake je raziskano
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v nekaj sodobnih delih. V [3] je bila predlagana nad-
gradnja stohastičnega modela za šibko učenje z dodatnim
aktivnim učenjem, kjer je bila izbira primerov izvedena
z divergenco maxKL. Za detekcijo objektov z očrtanim
okvirjem je bil predlagan model, ki uporablja nestrinja-
nje modelov učenec-učitelj za ugotavljanje negotovosti
primerov [12]. Pri segmentaciji pa je bil raziskan model,
ki temelji na dodatni psevdo-segmentaciji, kjer se manj
natančne napovedi segmentacije iz obstoječega modela
uporabijo za učenje naslednjega modela [2].

V literaturi je bilo raziskano tudi aktivno učenje za
detekcijo površinskih napak [8]. Avtorji uporabijo me-
todo izbiranja z negotovostjo, kjer predlagajo še dodatno
normalizacijo skale s povprečnim mejnim vzorčenjem za
vsako kategorijo napake. Metodo primerjajo s pristopi na
podlagi entropije ter mejnim vzorčenjem na podatkovni
množici NEU-DET.

3 Aktivno učenje z mešanim nadzorom
Pri učenju z mešanim nadzorom uporabljamo dve mno-
žici slik: i) slike s šibko oznako xs ∈ S , t.j, indikacijo
prisotnosti napake na sliki, ter ii) slike s polno oznako
xf ∈ F , t.j., slike s segmentacijo. Pri tem imamo šibke
oznake xs za vse učne slike, medtem ko imamo polne
oznake xf le za podmnožico vseh slik. Polnih oznak tudi
ne potrebujemo za slike brez napak, saj je v tem primeru
natančna oznaka znana, ker so vsi piksli brez napak, torej
potrebujemo polne oznake le za podmnožico slik s priso-
tnimi napakami.

Aktivno učenje z mešanim nadzorom definiramo kot
izbor N slik iz množice učnih slik z napakami, ki bodo
nato uporabljeni za dodatno ročno segmentacijo. Pri tem
želimo maksimizirati uspešnost modela pri čim manjšem
N , zato je cilj izbrati take primere, kjer bo označevanje
pikslov najbolj pripomoglo k izboljšavi modela. V ta na-
men vsako učno sliko z napakami rangiramo po primer-
nosti za ročno oznako pikslov ter izberemo N najboljših.

3.1 Funkcije rangiranja
Za funkcijo rangiranja definiramo tri različne pristope: i)
izbiranje na podlagi entropije, ii) mejno vzorčenje, ter iii)
najmanjše zaupanje.

Entropija. Negotovost napovedi modela ocenimo z en-
tropijo napovedi. Pri tem izbiramo primere z visoko ne-
gotovostjo, torej z visoko entropijo, kjer je napoved ena-
komerno porazdeljena med različnimi možnostmi:

H(y|x) = −
∑
c

P (y = c|x) logP (y = c|x), (1)

kjer je P (y = c|x) verjetnost napovedi y za kategorijo
c pri vhodni sliki x. V primeru binarnega problema se
enačba poenostavi v:

H(y|x) = −P logP − (1− P ) log(1− P ). (2)

Za rangiranje primerov po entropiji se uporabi H(y|x) z
največjimi vrednostmi.

Mejno vzorčenje. Pri mejnem vzorčenju negotovost oce-
njujemo na podlagi razlike verjetnosti med najboljšo in
drugo najboljšo napovedjo:

Q(y|x) = P (y = c1|x)− P (y = c2|x), (3)

kjer je c1 kategorija prve in c2 kategorija druge najboljše
napovedi. Manjša razlika med obema predstavlja večjo
negotovost modela. V primeru binarnega problema se
enačba poenostavi v:

Q(y|x) =

{
2P (y|x)− 1; P (y|x) > 1− P (y|x)
1− 2P (y|x); sicer

(4)

Za rangiranje primerov po mejnem vzorčenju se uporabi
Q(y|x) z najmanjšimi vrednostmi.

Najmanjše zaupanje. Izbiranje primerov se lahko iz-
vede tudi na podlagi verjetnosti za najboljše napovedi
modela P (y|x), pri čemer se izbere primere z najmanjšo
verjetnost. Na ta način se izbere težke primere, kjer ima
trenutni model najslabšo napoved. Za rangiranje prime-
rov po najmanjšem zaupanju se torej uporabi primere z
najmanjšim P (y|x).

3.2 Ocenjevanje negotovosti za mešan nadzor
Za ocenjevanje negotovosti učnih primerov pri uporabi
mešanega nadzora lahko izkoristimo obstoječo šibko oznako
ter naučimo model za oceno negotovosti na podlagi oznak
o prisotnosti napake na sliki. Za vsak učni primer nato
pridobimo napoved modela P (y|x), ki je nato uporabljena
v funkciji rangiranja. Pri tem se za oceno negotovosti uč-
nega primera izognemo uporabi istega modela na kate-
rem je bil model naučen, saj bi to vodilo v preveč optimi-
stične napovedi. Namesto tega učno množico naključno
razdelimo na K podmnožic ter učimo K različnih mode-
lov. Za vsako k-to podmnožico učimo model na slikah,
ki niso del k-te podmnožice, podobno kot pri k-kratnem
prečnem preverjanju, ter nato s tem modelom izračunamo
napovedano verjetnost P (y|x) za primere v k-ti podmno-
žici.

3.3 Kalibracija verjetnosti
Dodatno raziščemo tudi možnost kalibracije napovedane
verjetnosti modela P (y|x) glede na zanesljivost delova-
nja k-tega modela, saj so napovedi različnih modelov lahko
pristranske. Kalibracijo izvedemo z uporabo praga, pri
katerem model doseže najboljši rezultat na k-ti podmno-
žici. Pri tem se zanašamo le na znano šibko oznako pri-
merov z indikacijo prisotnosti napake na sliki. Vrednosti
kalibriramo z delno linearno preslikavo, pri čemer se vre-
dnosti praga preslikajo na 0.5, medtem ko se najmanjše
in največje verjetnosti obdržijo med 0 in 1.

3.4 Izbiranje z upoštevanjem kategorij
Pri primerih, kjer je znana kategorija napake, dodatno
raziščemo metodo izbire primerov z enakomernim upo-
števanjem kategorij. V situacijah, ko je določena katego-
rija napake pogostejše označena za težaven primer, lahko
pri izbiri primerov z majhnim številom N opazimo slabo
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Slika 1: Rezultati različnih tipov funkcij izbiranja pri razdelitvi učne množice na 2 oz. 4 podmnožice.

zastopanost preostalih kategorij. V izogib temu izvajamo
ločeno rangiranje za vsako kategorijo ter zagotavljamo,
da izberemo vsaj prvih M primerov iz vsake kategorije z
enakomernim vzorčenjem.

4 Eksperimentalni rezultati
Pristope aktivnega učenja z mešanim nadzorom ovredno-
timo na modelu SegDecNet [4] s primerjavo z učenjem na
naključno izbranih primerih ter z obstoječim pristopom
aktivnega učenja za detekcijo površinskih napak [8].

4.1 Podatkovna množica slik
Vrednotenje izvedemo na podatkovni množici KSDD2 [4],
ki vsebuje 3335 slik velikosti 230 x 630 pikslov, od tega
2979 slik brez napak ter 356 slik z napakami. Slike z
napakami vsebujejo 10 različnih vrst napak, kot so pra-
ske, pike ali površinske deformacije. Vsaka slika vsebuje
oznako napake na piksel natančno vključno z informacijo
o tipu napake. V našem primeru uporabimo tip napake
le pri izbiranju z upoštevanjem kategorij, medtem ko je
model SegDecNet učen izključno na binarnem problemu,
t.j., prisotnost ali odsotnost napake na sliki.

4.2 Rezultati
Pristope smo ovrednotili z različno velikim razbitjem učne
množice (K = 2 in K = 4). Vsak eksperiment pono-
vimo vsaj 5-krat z različnimi razdelitvami primerov na
K podmnožic ter poročamo povprečje in standardni od-
klon povprečne natančnosti (ang. average precision). Za
osnovno primerjavo vzamemo naključno izbrane primere
z vsaj 5 ponovitvami in poročanim povprečnim rezulta-
tom. Aktivno učenje ponovimo z različnim številom iz-
branih učnih primerov N .

Rezultati različnih tipov funkcij izbiranja so prikazani
na Sliki 1. Pri vsakem N so rezultati delno zamaknjeni
po x-osi zaradi boljše berljivosti. Pri zelo majhnem N
se različne funkcije izbiranja ne odrežejo bolje od na-
ključnega izbiranja, medtem ko se pri N > 50 izkažejo
veliko bolje. Izboljšano delovanje je še posebej opazno
pri metodi najmanjšega zaupanja, kjer v povprečju nega-
tivno odstopa pri N < 50, medtem ko doseže najboljši

rezultat že pri N = 80 oz. pri 1/3 učnih podatkov, kar
je za 2 odstotni točki bolje od preostalih metod in naklju-
čja. S predlaganimi izboljšavami pa lahko nato izničimo
negativno odstopanje pri majhnem N . Preostale metode
sicer v povprečju dosežejo boljši rezultat od naključja,
vendar po standardnem odklonu le-tega ne presežejo. V
to skupino sodi tudi sorodni pristop aktivnega učenja za
detekcijo površinskih napak s povprečnim mejnim vzor-
čenjem [8].

Kalibracija verjetnosti. Pri metodi najmanjšega zau-
panja dodatno preverimo delovanje s kalibracijo verje-
tnosti, kar poročamo v zgornji vrstici na Sliki 2. Kali-
bracija ima minimalen pozitiven vpliv. V večini prime-
rov bistveno ne izboljša rezultatov, navkljub temu pa v
dveh primerih (N = 32 in 53, pri K = 2) doseže boljši
povprečen rezultat.

Izbiranje z upoštevanjem kategorij. Preizkusili smo
tudi metodo najmanjšega zaupanja, nadgrajeno z enako-
mernim izbiranjem po kategorijah, pri čemer smo zagoto-
vili vsaj M primerov iz vsake kategorije. Preizkusili smo
različne vrednosti M = [1, 2, 4], kar je skupaj rezultiralo
v 10, 20 in 40 primerih izbranih enakomerno po kategori-
jah napak. Rezultati so prikazani v spodnji vrstici Slike 2.
Pri N > 50 izbira z upoštevanjem kategorij bistveno ne
vpliva na delovanje metode, zato pa se pri N = 16 in
N = 32 delno izboljša povprečni rezultat v primerjavi z
metodo brez upoštevanja kategorij, vendar predvsem pri
M ≥ 2. Pri N = 32 je rezultat z M = 4 tudi boljši od
naključne izbire za povprečno 1 odstotno točko.

5 Zaključek
V tem članku smo preučili različne pristope aktivnega
učenja za detekcijo površinskih napak v kontekstu učenja
z mešanim nadzorom. Raziskali smo tri klasične funk-
cije izbiranja: a) entropija, b) mejno vzorčenje, in c) naj-
manjše zaupanje, ter jih primerjali z naključnim izbira-
njem in namensko razvitim pristopom aktivnega učenja
za detekcijo površinskih napak [8]. Na podatkovni zbirki
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Slika 2: Kalibracija (zgoraj) in enakomerno izbiranje po kategorijah (spodaj) za metodo najmanjšega zaupanja.

KSDD2 lahko metoda najmanjšega zaupanja že pri tre-
tjini izbranih učnih primerov (N > 50) bistveno izboljša
natančnost detekcije napak v primerjavi z naključnim iz-
borom ter doseže rezultat primerljiv z natančno označeno
celotno učno množico, medtem ko preostale metode si-
cer dosežejo malenkost boljše povprečne rezultate vendar
pogosto ne presežejo standardnega odklona naključnega
izbiranja. Dodatno smo raziskali še kalibracijo verjetno-
sti ter izbiro po kategorijah, ki imata pozitiven vpliv na
rezultat predvsem pri majhnem številu izbranih primerov.
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